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Τι θα ακούσετε σήμερα
• Ανατροφοδοτούμενα νευρωνικά δίκτυα (RNNs).
• Στοιβαγμένα (stacked) και διπλής κατεύθυνσης 

(bidirectional) RNNs.
• RNNs με κελιά GRU ή LSTM.
• RNNs με αυτο-προσοχή (self-attention). 
• Global max pooling.
• Κατηγοριοποίηση λέξεων και κειμένων με RNNs.
• Νευρωνικά γλωσσικά μοντέλα. 
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Επιστροφή στην εξαγωγή πληροφοριών

Η. Χαλκίδης, Ι. Ανδρουτσόπουλος, Α. Μίχος, «Extracting Contract Elements», ICAIL 
2017, http://nlp.cs.aueb.gr/pubs/icail2017.pdf.

Εντοπίζονται: ημερομηνία 
έναρξης/λήξης, διάρκεια, 

συμβαλλόμενοι, ποσό, 
παραπομπές σε νόμους, 

αρμόδια δικαστήρια κ.λπ.

http://nlp.cs.aueb.gr/pubs/icail2017.pdf
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Κατηγοριοποίηση λέξεων με RNN (recurrent NN)

ℎ!
𝑊(#)

�⃗�!

𝑒! = 𝐸�⃗�!

𝐸

𝑊(%)Παριστάνει την 
προϊστορία (λέξεις 
του κειμένου ως και 
την προηγούμενη).

Χωρίς «παράθυρο»!

Ένθεση της 
τρέχουσας λέξης.

�⃗�! = softmax 𝑊(&)ℎ!

1-hot διάνυσμα της 
τρέχουσας λέξης.

ℎ! = tanh 𝑊(#)ℎ!'( +𝑊(%)𝑒!

Κατανομή πιθανότητας 
(|𝐶|×1) στις κατηγορίες
(π.χ. εταιρεία, πρόσωπο, 
τοποθεσία, τίποτα) κατά 

τον ταξινομητή.

𝐶𝑟𝐸𝑛𝑡

𝑡!
Σωστή κατηγορία 

της τρέχουσας λέξης 
(|𝐶|×1, 1-hot).

𝑊(&)

Διασταυρωμένη εντροπία 
της πρόβλεψης της 

τρέχουσας λέξης, δηλ.
πόσο διαφέρουν τα 𝒐𝒊, �⃗�𝒊. 

Μπορούμε να 
σκεφτούμε τις 

γραμμές του 𝑾(𝒐) ως
ενθέσεις τάξεων. 
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RNN «ξεδιπλωμένο» στον χρόνο

ℎ+ℎ( ℎ,ℎ- … ℎ!

�⃗�(

𝑒(

𝐸

𝑊(#) 𝑊(#) 𝑊(#) 𝑊(#) 𝑊(#) 𝑊(#)

𝑊(%)

�⃗�+

𝑒+

𝐸

𝑊(%)

�⃗�,

𝑒,

𝐸

𝑊(%)

�⃗�!

𝑒!

𝐸

𝑊(%)

1-hot διάνυσμα της 
1ης λέξης του κειμένου

Ένθεση της 2ης λέξης 
του κειμένου

�⃗�( �⃗�+ �⃗�, �⃗�!

Προϊστορία 
ως και την 
3η λέξη του 
κειμένου.

ℎ! = tanh 𝑊(#)ℎ!'( +𝑊(%)𝑒!
�⃗�! = softmax 𝑊(&)ℎ!

𝑊(&) 𝑊(&) 𝑊(&) 𝑊(&)

𝐶𝑟𝐸𝑛𝑡

𝑡"

𝐶𝑟𝐸𝑛𝑡

𝑡#

𝐶𝑟𝐸𝑛𝑡

𝑡$

𝐶𝑟𝐸𝑛𝑡

𝑡!Σωστή κατηγορία 
της 3ης λέξης 

(|C|×1, 1-hot).+

𝐿𝑜𝑠𝑠

𝜕𝐿𝑜𝑠𝑠
𝜕𝑊(")
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Περισσότερα για τα RNNs
• Εκπαιδεύονται με ανάστροφη μετάδοση («ξεδιπλωμένα»).

o Για κάθε πρόταση (ή τμήμα πρότασης ως κάποιο μήκος), την 
δίνουμε στο RNN, υπολογίζουμε τις προβλέψεις του RNN, 
υπολογίζουμε το συνολικό σφάλμα (loss) και ενημερώνουμε
τους πίνακες βαρών (π.χ. 𝑊(,)) με ανάστροφη μετάδοση. 

o Συνήθως κελιά GRU ή LSTM (βλ. παρακάτω) δουλεύουν 
καλύτερα.

o Μπορούμε να μάθουμε και τις ενθέσεις λέξεων (πίνακας 𝐸) 
κατά την ανάστροφη μετάδοση, αν έχουμε πάρα πολλά 
παραδείγματα εκπαίδευσης.

• Το ίδιο μοντέλο μπορεί να χρησιμοποιηθεί για επισημείωση 
μερών του λόγου, αναγνώριση ονομάτων οντοτήτων, 
εξαγωγή στοιχείων συμβολαίων κ.λπ.
o Γενικότερα επισημείωση ακολουθιών (π.χ. γονιδίων). 
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RNN language model

ℎ!
𝑊(#)

�⃗�!

𝑒! = 𝐸�⃗�!

𝐸

𝑊(%)

Embedding of the 
current word.

�⃗�!.( = softmax 𝑊(&)ℎ!

1-hot vector of the 
current word.

ℎ! = tanh 𝑊(#)ℎ!'( +𝑊(%)𝑒!

Probability 
distribution (|𝑉|×1) 
over the vocabulary. 
Shows which words 

the LM expects to see 
next.

𝐶𝑟𝐸𝑛𝑡

𝑡!%" Correct prediction for next 
word (|𝑉|×1, 1-hot).

𝑊(&)

Cross-entropy loss 
for the prediction of 

the next word.

State: vector acting as a  
memory (remembering 
things about the words 

of the input seen so far).
The new state (memory) is a 

combination of the previous one 
and the new word embedding.

𝑾(𝒐) contains 
alternative (output) 
word embeddings. 

Some RNN LMs use 
𝐸/as 𝑊(&).
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Νευρωνικά γλωσσικά μοντέλα
• Μπορούμε να εκπαιδεύσουμε νευρωνικά γλωσσικά μοντέλα 

σε τεράστια σώματα κειμένων (Wikipedia, βιβλία, …).
o Τα γλωσσικά μοντέλα εκπαιδεύονται να προβλέπουν πόσο 

πιθανή είναι η κάθε λέξη του λεξιλογίου ως επόμενη λέξη, 
δοθέντος ενός προηγούμενου (ημιτελούς) κειμένου.

o Δεν απαιτείται χειρωνακτική επισημείωση παραδειγμάτων 
εκπαίδευσης. Γνωρίζουμε πάντα τη (σωστή) επόμενη λέξη…

o Μπορούμε να μάθουμε και τις ενθέσεις λέξεων.
• Σε γενικές γραμμές έτσι έχουν εκπαιδευτεί μεγάλα γλωσσικά 

μοντέλα (LLMs), π.χ. Chat-GPT, Claude, Gemini, Llama… 
o Χρησιμοποιούν όμως Transformers, μια άλλη μορφή 

νευρωνικών δικτύων, πρόσθετη εκπαίδευση (fine-tuning) με 
παραδείγματα ερωτήσεων-επιθυμητών αποκρίσεων κ.λπ.

o Βλ. μάθημα «Αλληλεπίδραση Ανθρώπου-Υπολογιστή».
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Νευρωνικά γλωσσικά μοντέλα
• Ένα εκπαιδευμένο γλωσσικό μοντέλο μπορεί να εκτιμήσει πόσο 

πιθανή είναι μια ακολουθία λέξεων/ γραμμάτων.
o Π.χ. ποια η πιθανότερη μετάφραση μεταξύ εναλλακτικών που 

παράγει ένα σύστημα μηχανικής μετάφρασης.
o «Η κυβέρνηση γνώρισε από τις ενάρξεις του 2009 ότι η κατάσταση 

αντιμετώπισε το φάσμα της χρεοκοπίας.»
o «Η κυβέρνηση γνώριζε από τις ενάρξεις του 2009 ότι η χώρα 

αντιμετώπιζε το φάσμα της χρεοκοπίας.»
o «Η κυβέρνηση γνώριζε από τις αρχές του 2009 ότι η χώρα 

αντιμετώπιζε το φάσμα της χρεοκοπίας.»
• Πολλαπλασιάζουμε τις πιθανότητες (προσθέτουμε λογαρίθμους) 

που δίνει το γλωσσικό μοντέλο στις λέξεις της υπόθεσης.
𝑃 𝑤., 𝑤/, … , 𝑤0 =

𝑃 𝑤. 𝑠𝑡𝑎𝑟𝑡 , 𝑃 𝑤/ 𝑤. , 𝑃 𝑤1 𝑤., 𝑤/ , 𝑃 𝑤0 𝑤., … , 𝑤02. ≅
𝑃 𝑤. ℎ3 , 𝑃 𝑤/ ℎ. , 𝑃 𝑤1 ℎ/ , 𝑃 𝑤0 ℎ02.
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Νευρωνικά γλωσσικά μοντέλα
• Ένα εκπαιδευμένο 

γλωσσικό μοντέλο 
μπορεί επίσης να 
συνεχίσει ένα ημιτελές 
κείμενο (π.χ. ημιτελή 
πρόταση ή διάλογο).

• Διαλέγοντας κάθε φορά 
την πιο πιθανή επόμενη 
λέξη (ή beam search).

• Μια πιθανή συνέχιση 
ενός ερωτήματος είναι 
η σωστή απάντηση.
o Χρειάζεται συνήθως και 

πρόσθετη εκπαίδευση με 
ερωτήματα-απαντήσεις.

Παράδειγμα χρήσης του ChatGPT (https://chat.openai.com/). 
To ChatGPT και παρόμοια LLMs χρησιμοποιούν 

Transformers, αντί για RNNs. Περισσότερα στο μάθημα 
«Αλληλεπίδραση Ανθρώπου–Υπολογιστή».

https://chat.openai.com/
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RNN με κελί GRU (προαιρετική μελέτη)

ℎ!
𝑊(#)

�⃗�!

𝑒! = 𝐸�⃗�!

𝐸

𝑊(%)

Reset gate (σ is the 
sigmoid function).

�⃗�! = softmax 𝑊(&)ℎ!

GRU cell:
0ℎ! = tanh 𝑟! ∘ 𝑊(#)ℎ!'( +𝑊(%)𝑒!
ℎ! = 𝑧! ∘ ℎ!'( + 1 − 𝑧! ∘ 0ℎ!
𝑟! = 𝜎 𝑊(0)ℎ!'( + 𝑈(0)𝑒!
𝑧! = 𝜎 𝑊(1)ℎ!'( + 𝑈(1)𝑒!

𝐶𝑟𝐸𝑛𝑡

𝑡! Candidate new history (∘ denotes pairwise multiplication). 
For 𝑟! ≈ 1, same as the ℎ! of a simple RNN cell. For 𝒓𝒊 ≈ 𝟎, 
forgets 𝒉𝒊'𝟏 and considers only the current word embedding.

𝑊(&)

New history. For 𝑧! ≈ 0, same 
as 0ℎ!. For 𝒛𝒊 ≈ 𝟏, ignores 0ℎ! 
and maintains 𝒉𝒊'𝟏 as ℎ!. 

Update gate.
LSTM cells are similar, 
but with more gates. See 
http://colah.github.io/posts/201
5-08-Understanding-LSTMs/



Word sense embeddings
(produced by a method that produces dense, sense-specific word 

embeddings, then projected to 2 dimensions)

Image source: http://www.socher.org/uploads/Main/MultipleVectorWordEmbedding.png  
Huan et al. 2012, “Improving Word Representations via Global Context and Multiple Word Prototypes”.
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Most words have multiple 
senses. Word embeddings (a 
single point per word) end up 

being in the middle of the 
points that would correspond 

to their multiple senses. 

In a context of 
financial discussion, 

we would like the 
embedding of “bank” 
to move closer to its 

financial sense, away 
from its river sense.

http://www.socher.org/uploads/Main/MultipleVectorWordEmbedding.png
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RNNs states as left-context-aware word embeddings

ℎ+ℎ( ℎ,ℎ- … ℎ3

𝑒( 𝑒+ 𝑒, 𝑒3

Embedding of the 2nd 
word of the sentence

`

Embedding of the 1st 
word of the sentence

Revised embedding of 
the 1st word. Knows 

we are at the beginning 
of a sentence.

Revised embedding of 
the 2nd word. Knows 

the left-context.

We can also treat the ℎ! 
vectors as the memory 

of the RNN, but in recent 
NLP work, it’s easier to 
think of them as revised 

word embeddings.

ℎ! = 𝑔 𝑊(#)ℎ!'( +𝑊(%)𝑒! + 𝑏(#)

𝑔	is an activation 
function (e.g., sigmoid). 

More complex update 
mechanisms in practice: 
LSTM or GRU cells.
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Bidirectional RNN (biRNN)

ℎ+ℎ( ℎ,ℎ- … ℎ3

𝑒( 𝑒+ 𝑒, 𝑒3

ℎ+ℎ( ℎ, … ℎ3

𝑒( 𝑒+ 𝑒, 𝑒3

ℎ-

ℎ⃡+ℎ⃡( ℎ⃡, … ℎ⃡3

𝑒( 𝑒+ 𝑒, 𝑒3

ℎ⃡! = [ℎ!; ℎ!] (concatenation)
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Stacked bidirectional RNN

…

𝑒( 𝑒+ 𝑒, 𝑒3

…

…

… … … …

ℎ⃡(
(() ℎ⃡+

(() ℎ⃡,
(() ℎ⃡3

(()

ℎ⃡(
(+) ℎ⃡+

(+) ℎ⃡,
(+) ℎ⃡3

(+)

ℎ⃡(
(4) ℎ⃡+

(4) ℎ⃡,
(4)

ℎ⃡3
(4)

Each layer revises the word embeddings of the previous (lower) layer. The 
embeddings become increasingly more context-aware and also increasingly 

more appropriate for the particular task we address…
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Token classification with stacked biRNN

…

𝑒( 𝑒+ 𝑒, 𝑒3

…

… … … …

ℎ⃡(
(() ℎ⃡+

(() ℎ⃡,
(() ℎ⃡3

(()

ℎ⃡(
(4) ℎ⃡+

(4) ℎ⃡,
(4)

ℎ⃡3
(4)

Person 0.75
Location 0.05

Organization 0.1
Other 0.1

�⃗�! = softmax 𝑊ℎ!
(#)
+ �⃗�

Person 0.05
Location 0.05

Organization 0.1
Other 0.8

Person 0.8
Location 0.05

Organization 0.1
Other 0.05

Person 0.1
Location 0.8

Organization 0.05
Other 0.05

dense + 
softmax

𝑊 𝑊 𝑊 𝑊

Compare to the correct predictions (sum the cross-entropy loss for all token positions) 
and backpropagate to adjust all the weights, including the weights of the stacked biRNN.
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Text classification with stacked biRNN

…

𝑒( 𝑒+ 𝑒, 𝑒3

…

… … … …

ℎ⃡(
(() ℎ⃡+

(() ℎ⃡,
(() ℎ⃡3

(()

ℎ⃡(
(4) ℎ⃡+

(4) ℎ⃡,
(4)

ℎ⃡3
(4)

Compare (via categorical cross entropy) the predicted 𝒐 to the correct 1-hot distribution 
and backpropagate to adjust all the weights, including the weights of the stacked biRNN.

ℎ567 = max ℎ⃡∗,(
(4) , max ℎ⃡∗,+

(4) , … ,max ℎ⃡∗,3
(4) :

Global max-pooling creates a 
single vector containing the 

max per dimension of all the 
ℎ⃡!
(#). We pass it through a dense 

layer and softmax (or MLP) to 
obtain a probability per class.

�⃗� = softmax 𝑊ℎ567 + 𝑏



Moderation Panel

85%

88%

0%

85%

Hello there try to relax

Go and hang yourself !

You are ignorant and vandal ! Stop it !

Thanks . Please go f#$@ yourself . Ty !

Text classification example: comment moderation

A moderation panel assists the 
moderators to detect abusive comments, 
and leads to quicker publication of non-

abusive comments.

Highlighting suspicious 
words using an RNN with 

self-attention. 
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J. Pavlopoulos, P. Malakasiotis and I. Androutsopoulos,, “Deeper Attention to Abusive User Content Moderation”, 

EMNLP 2017, http://nlp.cs.aueb.gr/pubs/emnlp2017.pdf.

http://nlp.cs.aueb.gr/pubs/emnlp2017.pdf


dense 𝑊(%) 
& softmax

acceptance 
probability

rejection 
probability

Logistic
Regression

RNN with deep self-attention

x1 x2 xk...

...h0 h1 h2 hk RNN

α2
(l)α1

(l)

... ... ...

At
te

nt
io

n 
M

LP

αk
(l)

αkα2α1 ×h1 h2 hk× × ...

softmax

Hello there relax...
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J. Pavlopoulos, P. Malakasiotis and I. Androutsopoulos, “Deeper Attention to Abusive User Content 
Moderation”, EMNLP 2017, http://nlp.cs.aueb.gr/pubs/emnlp2017.pdf.

Could be the top-level 
revised embeddings of 

a stacked biRNN.

Initial word embeddings (e.g., via Word2Vec).

𝑒! 𝑒" 𝑒#

We use an MLP (the same at all time-
steps) to obtain an attention score 

(importance) 𝑎$ for each word from its 
revised embedding ℎ$. We could also 
use a single dense layer: 𝑎$ = 𝑊(%)ℎ$.

The softmax ensures all the 𝑎$ scores are 
between 0 and 1, and that they sum to 1. 

The entire input text is now represented 
by the weighted (by 𝒂𝒊	scores) sum of 
the revised embeddings of its words. 

http://nlp.cs.aueb.gr/pubs/emnlp2017.pdf
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J. Pavlopoulos, P. Malakasiotis and I. Androutsopoulos, “Deeper Attention to Abusive User Content 
Moderation”, EMNLP 2017, http://nlp.cs.aueb.gr/pubs/emnlp2017.pdf.

𝑒! 𝑒" 𝑒#

The entire input text is now represented 
by the weighted (by 𝒂𝒊	scores) sum of 
the revised embeddings of its words. We pass the weighted sum vector 

(point) through another dense layer and 
softmax to obtain a probability score for 

each class (here accept, reject).

The attention scores 𝑎$ 	can also be used to highlight 
the words that influence the system’s decision most.

Compare to the correct predictions with a 
cross-entropy loss and backpropagate to 
adjust the weights of the entire neural 

net, including the MLP and RNN(s).

RNN with deep self-attention

http://nlp.cs.aueb.gr/pubs/emnlp2017.pdf
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RNN with deep self-attention

J. Pavlopoulos, P. Malakasiotis and I. Androutsopoulos, “Deeper Attention to Abusive User Content 
Moderation”, EMNLP 2017, http://nlp.cs.aueb.gr/pubs/emnlp2017.pdf.

http://nlp.cs.aueb.gr/pubs/emnlp2017.pdf


• Russel & Norvig (4η έκδοση, ελληνική μετάφραση): ενότητες 
21.6, 21.8.2, 24.1, 24.2.
o Τα μοντέλα ακολουθίας-σε-ακολουθία (ενότητα 24.3) και οι 

Transformers (ενότητα 24.4) καλύπτονται στο μάθημα 
«Αλληλεπίδραση Ανθρώπου-Υπολογιστή». 

o Η ενότητα 24.4.1 περιγράφει μια άλλη μορφή αυτό-προσοχής που 
χρησιμοποιείται στους Transformers.

o Όσοι ενδιαφέρονται μπορούν να διαβάσουν προαιρετικά ολόκληρα 
αυτά τα κεφάλαια.

• Βλαχάβας κ.ά: ενότητα 19.9.2.
o Δεν υπάρχουν ενότητες για όλη την ύλη αυτής της διάλεξης. Για τις 

εξετάσεις χρειάζεται να ξέρετε ό,τι αναφέρουν οι διαφάνειες. 
o Όσοι ενδιαφέρονται μπορούν να διαβάσουν προαιρετικά ολόκληρη 

την ενότητα 19.9.

Βιβλιογραφία
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Recommended reading
• M. Surdeanu and M.A. Valenzuela-Escarcega, Deep 

Learning for Natural Language Processing: A Gentle 
Introduction, Cambridge Univ. Press, 2024. 
o Chapters 10–13. See https://clulab.org/gentlenlp/text.html
o Also available at AUEB’s library.

• Jurafsky and Martin’s, Speech and Language Processing is 
being revised (3rd edition) to include DL methods.
o http://web.stanford.edu/~jurafsky/slp3/

• F. Chollet, Deep Learning in Python, 1st edition, Manning 
Publications, 2017.
o 1st edition freely available (but no Transformers):  

https://www.manning.com/books/deep-learning-with-python
o 2nd edition (2022) now available, requires payment. Highly 

recommended. Includes Transformers (in Chapter 11).

https://clulab.org/gentlenlp/text.html
http://web.stanford.edu/~jurafsky/slp3/
https://www.manning.com/books/deep-learning-with-python

